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A. Resumen Ejecutivo 

El siguiente informe, es un análisis estadístico que tiene como objetivo el generar 

pronósticos con base a datos históricos, que van desde enero de 2023 hasta abril del presente 

año. Durante el análisis se aplicaron técnicas tales como Dickey-Fuller Aumentada (ADF), la 

prueba Box-Ljung, el Modelo ARIMA y el modelo Holt-Winters. 

La serie avanzada, logró demostrar con mayor claridad la estacionalidad y la tendencia de 

los datos, de esta manera, se puede justificar el uso de un modelo aditivo (Holt-Winters) y el 

porqué no se continuó con el modelo ARIMA. Por consiguiente, los resultados del modelo 

abrieron paso a la estimación de demanda a partir de mayo de 2025, incorporando de esta 

manera un intervalo de confianza del 95% para que se pueda observar que, al ser un modelado, 

también existe margen de error y de incertidumbre. Sin embargo, para prevenir alguna 

ineficiencia del modelo, se aplicaron criterios tales como el BIC y a su vez medidas de para 

identificar errores RMSE y MAPE. 

El análisis fue desarrollado con la herramienta estadística SPSS, lo que fue de gran ayuda 

para el procesamiento de los datos, la implementación de gráficos y modelos estadísticos. Por 

lo tanto, con base a los resultados obtenidos se puede realizar una proyección más precisa y 

que la demanda pueda ser identificada en posibles escenarios a futuro a través de un pronóstico. 



 
 

B. Resumen Ejecutivo Gráfico 

  

Gráfico 1. Evolución mensual de las exportaciones en kilos de camarón (2023 - 2025) 

Nota. Elaboración propia con base en datos de una empresa exportadora de camarón. 

Nota. Elaboración propia con base en datos de una empresa exportadora de camarón. 

Gráfico 7. Forecast 

Gráfico 11. Evolución mensual de las exportaciones en kilos de camarón (2023 - 2025) 

Nota. Elaboración propia con base en datos de una empresa exportadora de camarón. 



 
 

C. Detalle Técnico 

1. Fuentes de Datos 

1.1. Origen de los Datos 

La fuente de datos que se utilizó para el proyecto es propia y sus 

datos corresponden a información registrada por una empresa exportadora 

de camarón. Contiene registros de exportaciones desde el año 2023 hasta el 

2025. La cual, cuenta con información de áreas clave como: producción, 

comercial y exportación, misma que registra información de manera 

simultánea entre las áreas para una mejor logística. 

 

1.2. Criterios de selección 

Una vez revisada la base de datos, nos basamos en los siguientes 

criterios: 

 Validación de datos: Se excluyeron del análisis aquellos datos que 

no presentaban información relevante para el proyecto, tales como: 

datos en 0, órdenes canceladas, retornos de contenedores. 

 Precisión de los datos: Se identificaron datos de manera mensual 

para que exista una correlación con los análisis de series temporales 

y modelos de predicción a realizar. 

 Identificación de variables relevantes: Se seleccionaron variables 

que iban acorde al objetivo del proyecto.  

 

1.3. Variables 

Las variables que fueron utilizadas como parte inicial dentro del 

análisis fueron las siguiente: 

 Destino 

 Fecha de zarpe 

 Kilos 



 
 

 Precio compensado 

 Producto 

 Total 

 

1.4. Cantidad de Datos 

La base de datos contiene alrededor de 2920 registros, con 25 

variables. Esta información es lo suficientemente necesaria para continuar 

con el proceso de análisis. 

 

1.5. Análisis Exploratorio 

Se utilizó la herramienta SPSS para el análisis exploratorio y carga 

de datos. La base de datos “proyecto” está en formato excel y cuenta con 

registros diarios de transacciones de exportaciones de camarón, aquí se 

realiza el análisis descriptivo de las variables categóricas y numéricas más 

relevantes. 

 

Se realizó una transformación de la base de datos en SPSS para 

mensualizar la demanda de camarón en kilogramos y obtener un mejor 

análisis de la serie de tiempo y el pronóstico de demanda. 

 

La nueva base de datos llamada “proyecto mensualizado” contiene 

información mensualizada de la demanda de camarón desde enero 2023 

hasta abril 2024, adicional el precio promedio de la venta de camarón 

mensual. La cual, cuenta con 3 variables y 28 registros únicos mensuales. 

Es la base de datos utilizada para el presente proyecto, análisis y pronóstico. 

Las variables indispensables son “fecha” (nominal) y “kilos” y “precio” 

(cuantitativo). Estas variables son indispensables para el análisis de series 

de tiempo y para el pronóstico de la demanda de camarón mensual hasta 

diciembre del 2025. 



 
 

 

 

2. Técnicas 

2.1. Serie Temporal 

El modelo de series temporales tiene como objetivo el pronosticar 

la demanda mensual de camarón en kilogramos. Los datos que se 

utilizaron para realizar el pronóstico van desde el año 2023 hasta el 2025. 

La herramienta estadística que utilizamos fue el aplicativo de SPSS para 

poder realizar el modelado de la serie temporal, como el procesamiento 

de datos y la prueba de estacionariedad. 

 

Las variables que fueron consideras para el análisis fueron las 

siguientes: Fecha (variable que se codificó para que refleje como Mes y 

año), Kilos y precio. 

 

En el siguiente gráfico (Gráfico 1) podemos observar que la serie es 

estacional ya que sigue una tendencia creciente o decreciente, tiene picos 

y fluctuaciones a lo largo del tiempo de estudio, lo cual tiene sentido 

porque hay temporadas de camarón altas, medias y bajas. 

 

Muchos métodos estadísticos y econométricos enfatizan la 

importancia de que las series temporales sean estacionarias, ya que contar 

con una media y varianza estables en el tiempo permite interpretar 

patrones con mayor precisión y minimizar errores de predicción. (Taylor, 

2003) 

 

Por otra parte, la estacionalidad se define como fluctuaciones 

periódicas dentro de una serie temporal. Identificar estos patrones ayuda 

a interpretar de manera más precisa el comportamiento de los datos. 

(Taylor, 2003) 

 



 
 

Para determinar si una serie temporal es estacionaria, se utiliza la 

prueba Dickey-Fuller Aumentada (ADF), la cual evalúa la existencia de 

una raíz unitaria. Esta prueba contrasta la hipótesis nula de no 

estacionariedad, es decir, que la serie tiene una raíz unitaria y presenta una 

media y varianza no constantes frente a la hipótesis alternativa de 

estacionariedad. Si el estadístico ADF es más negativo que el valor crítico 

correspondiente, se rechaza la hipótesis nula, concluyendo que la serie es 

estacionaria (Mirdashtvan & Mohseni Saravi, 2020). 

 

Si el estadístico de prueba ADF es menos negativo que el valor 

crítico, no se rechaza la hipótesis nula y se concluye que la serie temporal 

no es estacionaria. 

 

La prueba Box-Ljung es una prueba estadística utilizada para 

determinar si existen autocorrelaciones significativas en un conjunto de 

datos de series de tiempo. En términos más simples, ayuda a verificar si 

los valores pasados de una serie pueden predecir sus valores futuros, lo 

cual es importante para comprender los patrones subyacentes en los datos. 

(Siino et al., 2020) 

 

Se realizó el pronóstico de la demanda de kilos de camarón a través 

del modelo ARIMA, ya que este modelo estadístico es de gran 

importancia ya que ayuda a predecir valores futuros basados en data 

histórica. Sin embargo, luego de análisis realizado, utilizamos la 

herramienta de SPSS “Expert Modeler” misma que, identifica el modelo 

correcto para realizar el análisis.  

 

Por consiguiente, el modelo elegido fue el aditivo de Winters, 

también conocido como modelo aditivo de Holt-Winters, es un método 

estadístico empleado para pronosticar series temporales que presentan 

tanto tendencia como estacionalidad. Este enfoque es especialmente 



 
 

adecuado cuando las fluctuaciones estacionales permanecen constantes a 

lo largo del tiempo, es decir, cuando la magnitud del efecto estacional no 

varía en función del nivel de la serie (Feroni & Andreão, 2017). 

D. Resultados 

3. Pruebas y Modelos 

3.1. Prueba ADF 

Los resultados que fueron arrojados desde la herramienta de SPSS son 

los siguientes: 

 ADF Statistic: -3.345657539277911 

 P-value: 0.01295692160194257 

 Critical values: 5%: -2.98648896 

Por consiguiente, dado que el P-value es 0.01 y menor a 0.05 

podemos mencionar que la serie es estacionaria. 

La autocorrelación (Gráfico 3) de los residuos (izquierda) representa 

la autocorrelación entre los residuos en diferentes rezagos. La mayoría 

de las barras están dentro de las bandas de confianza hay un pequeño 

pico en el rezago 3 y otro en el rezago 13, pero no sobrepasan 

significativamente los límites. Esto indica que no hay autocorrelaciones 

fuertes en los residuos. 

Autocorrelación parcial de los residuos (derecha) representa la 

autocorrelación parcial entre los residuos. También muestra que la 

mayoría de los rezagos están dentro de las bandas de confianza. Se 

observa un pico negativo en el rezago 1, pero está dentro del rango 

aceptable. Algunos picos menores después del rezago 10 podrían 

considerarse ruido aleatorio. 

 

 



 
 

3.2. Prueba Box-Ljung 

La significancia para el estadístico de Box-Ljung para el contraste 

de hipotesis, si la significancia es < 0.05 hay autocorrelación significativa. 

Se puede observar (Gráfico 2) que en los rezagos 1 a 11 ninguna 

significancia es menor a 0.05. No hay evidencia de autocorrelación 

significativa. Pero, del rezago 12 en adelante la significancia es menor a 

0.05 lo cual indica una autocorrelación significativa y una posible 

estacionalidad.  

 

Además, como se puede observar () los límites de confianza al 95%. 

Si una barra supera esos límites, la autocorrelación es estadísticamente 

significativa. 

 

3.3. Modelo ARIMA 

Como podrán observar en el (Gráfico 4) Se aplicó el modelo 

ARIMA para estimar la demanda mensual de exportaciones de 

camarón, sin embargo, los resultados no eran los esperados.  

 

Por ejemplo, el Stationary R-squared indica 4.21 × 10⁻¹⁵, por 

lo tanto, el modelo prácticamente no logra explicar la variabilidad 

de los datos históricos. Esta falta de ajuste se confirma con los 

indicadores de error, tales como: el Error Cuadrático Medio (RMSE) 

que es de 462.191 kilos, y el Error Absoluto Medio (MAE) que 

alcanzó los 356.380 kilos, ambos reflejando una significativa 

discrepancia entre los valores predichos y los observados. 

Asimismo, el Error Porcentual Absoluto Medio (MAPE) fue de 

20.86%, lo cual representa un margen de error considerable para 

efectos de planificación logística y comercial. El valor del BIC 

normalizado (26.206) también sugiere que el modelo no fue 

óptimamente parametrizado. 

 



 
 

El gráfico de predicción (Gráfico 5) también nos indica que 

el modelo presenta debilidades. El modelo ARIMA, genera un 

pronóstico lineal y estático, por lo tanto, no sigue los datos históricos 

y no se ve marcado un comportamiento a esperarse como lo eran los 

meses anteriores. Por otro lado, el UCL y el LCL, se encuentran muy 

altas, dando a entender que hay mucha incertidumbre en sus 

predicciones. 

 

3.4. Modelo Holt-Winters 

Para mejor seguimiento, nos basamos en el siguiente resultado 

(Gráfico 6) 

 

Stationary R-squared (.723) y R-squared (.894): Indican que el 

modelo tiene un buen ajuste, especialmente el R-squared que es bastante 

alto, lo que sugiere que el modelo explica el 89.4% de la variabilidad en 

la demanda de camarón. Sin embargo, el Stationary R-squared es más 

moderado, lo que sugiere que puede haber cierta inestabilidad en los 

datos. 

 

RMSE (156,648.600) y MAE (74,582.526): Son medidas de error. 

La RMSE es más sensible a grandes errores, mientras que la MAE es la 

media de los errores absolutos. Si estos valores son demasiado grandes en 

comparación con la magnitud de la demanda de camarón, entonces el 

modelo puede no ser tan preciso en sus predicciones. 

 

El modelo parece bastante bueno en promedio para predecir la 

demanda de camarón, dado el alto R-squared y el bajo MAPE. Sin 

embargo, los errores extremos son relativamente altos, lo que sugiere que 

el modelo puede fallar en ciertos casos atípicos o fluctuaciones fuertes. Si 

la demanda de camarón es altamente volátil, podrías considerar mejorar 



 
 

el modelo, por ejemplo, explorando técnicas de modelado más 

sofisticadas como modelos de series temporales avanzadas. 

 

A continuación, podremos observar algunos indicadores clave para 

continuar con el análisis, tales como: 

 

 El BIC normalizado (Criterio de Información Bayesiano) el cual, 

es un indicador que evalúa la calidad del modelo penalizando el 

número de parámetros utilizados. Un valor más bajo de BIC 

sugiere un mejor ajuste del modelo. En este caso, el valor obtenido 

fue de 24.281. 

 

 Ljung-Box Q el valor de Sig. = 0.459, lo que indica que no hay 

autocorrelación en los errores y el modelo es adecuado. 

 

 UCL (Upper Confidence Limit - Límite superior de confianza) 

 

 LCL (Lower Confidence Limit - Límite inferior de confianza) 

 
A continuación, se presenta el grafico del pronóstico con sus 

intervalos de confianza al 95% (Gráfico 9) 

 

Se presenta el pronóstico mensual de la serie analizada a 

partir de mayo de 2025, utilizando un modelo de suavizamiento 

exponencial. Los datos observados hasta abril del mismo año 2025 

se representan en rojo, mientras que las estimaciones futuras 

aparecen en azul. 

 

A medida que se proyectan los próximos periodos, el modelo 

refleja una continuidad en el comportamiento de la serie, 

manteniendo tanto la tendencia como la estacionalidad 



 
 

previamente observada. Las líneas punteadas indican el intervalo 

de confianza del 95%, el cual se amplía conforme avanza el 

horizonte temporal, lo que es común en este tipo de análisis. Hay 

que considerar que, aunque el modelo ofrece una proyección 

estimada, también reconoce la incertidumbre de lo que conlleva 

las predicciones. En los últimos meses proyectados se puede 

observar una posible disminución, pero dicha variación se 

mantiene dentro del rango estimado por los límites superior e 

inferior de confianza. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Estos hallazgos, demuestran que el modelo ARIMA no viene 

a ser el más adecuado para realizar el análisis de serie temporal, 

debido al comportamiento de sus datos, por lo tanto, se 

recomienda utilizar el modelo de Holt-Winters, el cual, incorpora 

tendencia de temporalidad más acertada.  

 

Gráfico 9. Pronóstico de Exportaciones con Modelo Holt-Winters 

Nota. Elaboración propia con base en datos de una empresa exportadora de camarón. 



 
 

A su vez, podemos observar en el (Gráfico 10) que ayuda a 

visualizar de mejor manera el comportamiento del pronóstico, 

demostrando una alta concordancia entre los valores reales y los 

valores predichos. Sin embargo, existen ciertos desajustes en los 

meses de enero correspondientes a los años 2024 y 2025, por 

consiguiente, podemos mencionar que podrían verse afectados por 

factores externos no considerados en el modelo, como variaciones 

en la demanda, festividades, restricciones logísticas, entre otras. 

 

 

 

 

 

 

 

 

 

 

 

 

  

Gráfico 10. Precisión del modelo Winters Additive 

Nota. Elaboración propia con base en datos de una empresa exportadora de camarón. 
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F. Anexos 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Gráfico 2. Prueba Box-Ljung 

Nota. Elaboración propia con base en datos de una empresa exportadora de camarón. 

Nota. Elaboración propia con base en datos de una empresa exportadora de camarón.

Gráfico 3. Autocorrelación 



 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Gráfico 6. Model Fit - Holt Winters 

Nota. Elaboración propia con base en datos de una empresa exportadora de camarón. 

Gráfico 4. Model Fit - ARIMA 

Nota. Elaboración propia con base en datos de una empresa exportadora de camarón. 

Gráfico 5. Pronóstico de Exportaciones con Modelo ARIMA 

Nota. Elaboración propia con base en datos de una empresa exportadora de camarón. 



 
 

 

 

 

 

Gráfico 8. Residuales ACF y PACF 

Nota. Elaboración propia con base en datos de una empresa exportadora de camarón. 


